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e Ogrenme tiirleri: Gézetimli Ogrenme vs. Gdzetimsiz Ogrenme
e (Gozetimli) Makine Ogrenmesi Problemi

e Gozetimli Ogrenme: Regresyon problemleri

e Gozetimli Ogrenme: Siniflandirma problemleri

e Asirt Uyum (overfitting)

e Sapma-Varyans iliskisi
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Gozetimli vs. Gozetimsiz Ogrenme

e Gozetimli (supervised) 6grenme: Cikt1 degiskeni Y; gozlemleniyor.

o Y; siirekli degerler aliyorsa: regresyon problemi. Ornegin, evlerin dzniteliklerinden hareketle

degerinin tahmin edilmesi, borsa endeksinin yarinki kapanis degerinin ongoriilmesi, vb.

o Y] kategorik degiskense: siniflandirma problemi. Ornegin, bir doviz kurunun yarinki

hareketinin (asag1 ya da yukari) ongoriilmesi, bir kredi bagvurusunun siniflandirilmasi, vb.

e (GOzetimsiz 6grenme: Verilerde Y; yok ya da gozlenemiyor. Amac 6zniteliklerden hareketle
gozlemlerin 6beklenmesi ya da 6znitelik boyutunun kiigiiltiilmesi olabilir. Ornek: miisterilerin

ozelliklerinden hareketle piyasa segmentasyonu.
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Gozetimli Ogrenme: Gayrimenkul deger tahmini

price size (m2) | number of rooms | age (vears) | floor | parking | distance to metro
440000 80 3 25 1 Yes 832
450000 60 2 35 2 Yes 1114
480000 65 3 2 0 No 1035
540000 85 3 30 5 No 1034
545000 80 2 20 0 No 1011
550000 100 2 7 1 Yes 842
600000 80 3 18 4 Yes 916
25000 80 1 28 2 No 942
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Gozetimli Ogrenme

Target
variable

N
price size (m2) | number of rooms | age (vears) | floor | parking | distance to metro
\
440000 80 3 25 1 Yes 832
450000 II 60 2 35 2 Yes 1114
II
480000 l| 65 3 2 0 No 1035
540000 ‘ 85 3 30 5 No 1034
545000 ‘ 80 2 20 0 No 1011
|
|
550000 || 100 2 7 1 Yes 842
|
600000 80 3 18 4 Yes 916
25000 80 1 28 2 No 942
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Gozetimli Ogrenme

Target

price size (m2) | number of rooms | age (vears) | floor | parking | distance to metro
440000 80 3 25 | Yes 832
450000 60 2 35 2 Yes 1114
480000 65 3 2 0 No 1035
540000 85 3 30 5 No 1034
545000 80 2 20 0 No 1011
550000 100 2 7 1 Yes 842
600000 80 3 18 4 Yes 916

25000 80 1 28 2 No 942

Variables
(or features)
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Gozetimli Ogrenme

Observations

(or examples)

price size (m2) | number of rooms | age (years) | floor | parking | distance to metro
440000 80 3 25 1 Yes 832
450000 60 2 35 2 Yes 1114
480000 65 3 2 0 No 1035
540000 85 3 30 5 No 1034
545000 80 2 20 0 No 1011
550000 100 2 7 1 Yes 842
600000 80 3 18 4 Yes 916
25000 80 1 28 2 No 042
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Gozetimli Ogrenme

Modeli egittikten (training/estimating) sonra yeni bir ev icin fiyat kestirimi yapabiliriz.

price | size (m2) | number of rooms | age (vears) | floor | parking | distance to metro

7? 92 3 No 100

L
faa
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Gozetimsiz Ogrenme

o Gozetimsiz 0grenmede 1se girdilere karsilik bir ¢ikti ya da etiket yoktur.
e Tim degiskenler girdi olarak diisiintilebilir.
o GoOzetimsiz 6grenme problemleri: boyut kiigiiltme, 6bekleme/kiimeleme

» Kiimeleme problemlerinde amag birbirine benzeyen homojen birimlerin yer aldig1 gruplar
olusturmaktir. Ornegin, homojen tiiketici gruplari, birbirine benzer hasta gruplari, benzer segmen

gruplari gibi.
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Gozetimsiz Ogrenme (Hedef ya da cikt1 degiskeni yok)

price size (m2) | number of rooms | age (vears) | floor | parking | distance to metro
440000 80 3 25 1 Yes 832
450000 60 2 35 2 Yes 1114
480000 65 3 2 0 No 1035
540000 85 3 30 5 No 1034
545000 80 2 20 0 No 1011
550000 100 2 7 1 Yes 842
600000 80 3 18 4 Yes 916
25000 80 1 28 2 No 942
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Makine Ogrenmesi

Gozetimli Makine Ogrenmesi bir girdi degiskenleri kiimesinden hareketle ¢iktinin (hedef

degiskenin) kestirilmesi (tahmini) i¢in (istatistiksel) modeller gelistirir.
Genel cerceve:
e Y;: Cikt1 degiskeni
e X; ={Xi, Xi2,...,Xip}: kestirim degiskenleri ya da 6znitelikler (features),

e Kestirim modeli;
Y; :f(Xz')‘|‘€i, 1=1,2,...,n

Burada f(X;) bilinmeyen bir fonksiyon, e gézlenemeyen bir rassal hata terimidir.
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Regresyon Problemi Ornek: Gelir ve egitim diizeyi
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Ornek: Egitim ve yasm bir fonksiyonu olarak gelir

income = f(education, seniority) + €

o Kirmizi noktalar: gozlenen gelir diizeyleri

e Mavi yiizey: pratikte genelde bilinmeyen
f(-) fonksiyonu.

aulo{)\l \

e Bu Ornekte veriler simiilasyonla elde

edildigi i¢in f tam olarak biliniyor
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Indirgenebilir ve Indirgenemez Hata

Bilinmeyen f(X) fonksiyonunun tahminine f (X) diyelim. Bunun sonucunda elde edecegimiz

A

tahmin Y = f (X)

e Bu f (X)’nin tahmininde ortaya ¢ikan hataya indirgenebilir hata denir. Bu hatanin azaltilmasi

ancak uygun kestirim fonksiyonunun bulunmasiyla miimkiindiir.

e f(X) pratikte bilinmez. Ancak bunu bilsek ve kestirimi buna gore olustursak ¥ = f(X) bile bu
kestirim hata icerecektir.

e ¢ =Y — f(X): indirgenemez hata (irreducible error). Bu hata X degiskenleri kullanilarak

tahmin edilemez.
o Toplam degiskenlik iki parcaya ayrilabilir:
E((Y - £ (X))’|X = 2] = (f(z) - f ()’ + Var(e)

Burada Var(e) indirgenemez hatanin varyansidir. 14/ 40



Kestirim modelinin tahmini

n gozlemden olusan bir egitim (training) veri setimiz olsun.

Oznitelikler: Xz — {Xib Xi2, c o 7Xip}9 1= ]., 2, N {

Cikt1 degerleri: Y1, Ya, ..., Y,

Amag egitim verilerinden hareketle f(X) kestirim modelinin (kara kutu?) tahmini.

Kullanabilecegimiz istatistiksel 6grenme yontemleri iki ana gruba ayrilabilir:

o Parametrik Yontemler: modelin formuna iliskin bir varsayim gerektirir (dogrusal, karesel,
kiibik, vb)
o Parametrik olmayan yontemler: f'in fonksiyonel kalibina iligkin bir varsayim yapilmaz.

Kestirimlerin gozlemlenen degerlere miimkiin oldugunca yaklastirilmasi amaglanir
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Parametrik Yontemler

Kabaca 1ki adimdan olusur:
1. ADIM: Kestirim fonksiyonu f(-)’in sekline iligkin varsayim yapmamiz gerekir.
Ornegin: Lineer kalip

fu(X)=Bo+ X +e

Karesel Kalip:
fo(X) = Bo+ b1 X + B2 X* + €

2.ADIM: Egitim verilerinden hareketle modelin tahmini (egitimi, uyumu) i¢in bir yontemin
uygulanmasi. Ornegin, dogrusal regresyon modeli i¢in siradan en kiigiik kareler yontemini

kullanabiliriz.
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Ornek: Dogrusal ve Karesel Modeller

Dogrusal kestirim (solda) asag1 yukari kabul edilebilir bir yaklastirim sunsa da karesel model daha

basarili gorinmektedir.
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Ornek: Dogrusal Regresyon Tahmini

Kestirim:
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Parametrik Olmayan Modeller

Avantaj: esneklik ve kesinlik diizey1 yiiksek tahmin

Kestirim: Gercek 1liski:
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Over-fitting (Asir1 uyum)

Kestirim: Gergek 1liski:

au_‘o':)u \

Diizgiinlestirme parametresini azaltarak miikemmel uyum sagladik. Ama bu kestirimlerin basarili

olacagini garanti etmez. Aslinda verilerdeki giiriiltiiyli (noise) de modelledik. 20140



Asirt uyum: 1ki boyutlu ornek

Bu grafikte, sirasiyla, lineer model, 4ncii derece polinom, ve 15nci derece polinom tahminleri

gosteriliyor. Asirt uyumun en onemli gostergesi tahminlerin hizli hareket ederek zikzaklar

cizmesidir.

Degree 1

MSE = 4.08e-01(+/- 4.25e-01)

—— Model
. - True function
e Samples

Degree 4
MSE = 4.32e-02(+/- 7.08e-02)

—— Model
- True function
e Samples

Degree 15
MSE = 1.83e+08(+/- 5.48e+08)

—— Model
- True function
e Samples
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Asirt Uyum

THE BEST WAY'TO

1.\|I \




Dogruluk vs. Yorumlanabilirlik

 Kisitlayici bir model yerine neden daha esnek bir tahmin modeli kullanmiyoruz?
e Bunun baslica iki nedeni vardir:

1. Dogrusal regresyon gibi kisitlayici varsayimlara dayanan modellerde yorumlama ve
istatistiksel ¢ikarsama ¢ok daha kolaydir. Ornegin, regresyon modelinde 3; katsayilar: X ;

'nin ¢1kt1 iizerindeki marjinal etkisini Olger.

2. Modelin yorumlanabilirligi ikinci planda olsa bile, fonksiyon kalib1 esnek olmayan modeller

daha yiiksek ondeyi (kestirim, prediction) basarisina sahip olabilirler.
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Esneklik ve Yorumlanabilirlik arasindaki odiinim

S _| Subset Selection
T Lasso
Least Squares
=
:% Generalized Additive Models
® Trees
2
]
=
Bagging, Boosting
> Support Vector Machines
& -
| |
Low High

Flexibility

(Kaynak: James et al., An Introduction to Statistical Learning, Figure 2.7, s. 25)
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Modelin Dogrulugu Nasil Olgiiliir

Tahmin dogrulugu (accuracy) tipik olarak Ortalama Hata Karesi (Mean Squared Error - MSE)

ile oOlciiliir

Modelin y = f(z) + € oldugunu, tahminin ise f (z) ile gosterildigini varsayalim.

Boyle bir regresyon problemi i¢in Ortalama Hata Karesi (MSE) asagidaki gibi tanimlanabilir:

MSE= 13"y - f(z))

n =1

Burada n gozlemden olusan bir egitim (training) veri seti kullanilmistir.
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MSE 1y1 bir ol¢tit mu?

o Tipik olarak bir gozetimli 6grenme probleminde egitim verisinde MSE en kii¢giik olacak sekilde
tahmin yapilir. Ornek: Siradan En Kiiciik Kareler tahmininde kalint1 kareleri toplamini minimum

yapan katsay1 tahminleri bulunur.

e Bir makine 6grenmesi uygulamasinda asil amag egitim verisinde modelin performansinin ne
oldugu degildir. Onemli olan tahminde (egitimde) kullanilmamis yeni bir veri setinde nasil

performans gosterdigidir.

o Egitimde kullanilmayan, sadece kestirim performansinin (dogrulugunun) degerlendirilmesinde

kullanilan veri setine test verileri denir.

e Egitim MSE'nin en kii¢iik olmasi test MSE'nin de en kii¢iik olacagi anlamina gelmez.
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Test MSE

e Modelin esnekligi arttikca MSE(egitim) azalir.

Egitim Verileri: {Y;, X},

Test Verileri: {Yoi, Xoi }",

Test MSE:

1 & 2
MSE;., = — Z(ym — f (z0i))?

1=1

Modelin egitim verilerinden hareketle tahmininden sonra test verileri ile tahmin yapilarak

kolayca hesaplanabilir.

Test verileri nereden geliyor?
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Egitim ve Test MSE Karsilastirmasi
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Siyah egri: gergek iliski, Tahmin edilen modeller: dogrusal model (kavunigi), smoothing spline

(mav1), daha esnek smoothing spline (yesil) (Kaynak: James et al., Figure 2.9, s.31) 28 /40



Sapma-Varyans Odiintimii

Test verilerindeki beklenen Ortalama Hate Karesi asagidaki gibi yazilabilir:

A

E(MSE;.s) = E(yo — f (a:o))2 — Var(f (xo)) + [Bias(f (mo)ﬂ2 + Var(e)

Bias = Sapma (yanlilik)

Beklenen test hatasinin azaltilabilmesi i¢in esanli olarak hem diisiik varyansli hem de diisiik

sapmal1 6grenme yonteminin se¢ilmesi gerekir.

Modelin esnekligi (karmasikligi) arttikga varyans artar sapma azalir.

29/40



Beklenen MSE(test)

Test MSE (kirmiz1) = Modelin varyansi (kavunici) + Sapma Kare (mavi) + Indirgenemez Hata
Varyansi (yatay kesikli ¢izgi)
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& - .| w—msE
s Bias
Var

2.0
1

1.5

1.0

0.0

Flexibility

0.0

& 10

Flexibility

degrees of freedom) (Kaynak: James et al., Figure 2.12, s.36)

Flexibility

Dikey kesikli ¢izgi: en kiigiik test MSE degerini veren karmasiklik diizeyi (serbestlik derecesi -
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Siniflandirma Problemleri

Cikt1 degiskeni: kategorik (ikili ya da ¢oklu olabilir)

Yaptigimiz tanimlamalar siiflandirma problemleri i¢in de gecerli. Ancak bazi ufak degisiklikler

yapmak gerekebilir.
Ornegin, modelin kestirim basarisin1 degerlendirmede MSE yerine hata oranmi kullanacagiz.

Egitim verilerindeki hata oran1 yanhs siiflandirilan gozlemlerin toplamdaki payidir:
1 O .
. Z I(yi # 9;)
"=

Burada I (-) y; # 9y, ise 1, aksi durumda 0 degerini alan bir ikili degiskendir (indicator

function).

Ayni formiilden hareketle (yg, o) gibi bir test verisi i¢in test hata oran1 hesaplanabilir.
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Bayes Smiflandiricisi

Test hata oranini nasil en duistik yapabiliriz?

Bayes Siniflandiricisi (classifier): gozlemleri olasiligi en yiiksek olan gruba siniflandir.

Bu herhangi bir zg test verisi i¢in kosullu olasiligin
Pr(Y =45 | X = )
en yiksek oldugu smifa atamanin yapilacagi anlamina gelir.

Ornegin, ikili bir simiflandirma probleminde (grup 1, grup 2), Pr(Y =1 | X = zy) > 0.5 ise

grup 1, degilse grup 2'ye smiflandirma yapilir.
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Bayes sinir1

. » mor kesikli ¢izgi: Bayes siiflandirma
Foiimnennnnnn
Jooiiiiiiiiin s1niri
e o oo 5 o
pad ()RR e Olasilik 0.5'den buyukse kavumc;l gruba,
G0 R g 3 ,
e S SEEEES “STEFCES degilse mavi gruba atama yapilir.
0 ; A S s TP S
ZZ:Z.ZZ:Z:Z::Z:Z::Z:Z:&"'E}
. Gﬁﬁ?iébi?;?’:::EE‘?EEEE{;E:EEEEE
YO [0 A
s G:?E:lj'::.:6:::::::::::::::
%‘15E:?EE%:@EEEEEEEEEEEEEE
Flale o 2 f = = n m n mm o wommomowow oo omow
mTITIEII i f:EEEE%FFE}i:iEE?EEEEEEEEEE
SEREEEEREERERE CIAR @é%:EEéEEEEEEEEEEEEEE
FEREEH T B T TR LT
nelig i g
EEEEEEEEEF’EEEEEEEEEEEEEEEEEEEE??E?EEEEEEEEEEEEEEE
i @ininiinionp i
Xl

33/40



Bayes Hata Orani

e Bayes simiflandiricisi olanakli en diisiik hata oranimi vertr.

e Bayes Hata Orana:

1-E (m]aXPr(Y = X))

e Bayes hata oran1 daha 6nce gordiigiimiiz indirgenemez hata gibi diisiiniilebilir. Kosullu dagilim

bilinmedigi i¢in Bayes hata oran1 da bilinemez.
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KNN Siniflandiricisi

 Pratikte test verilerinde Bayes hata oranindan daha diisiik hata orani elde edilemez.

e Bayes siniflandiricisini kullanabilmemiz i¢in her grubun kosullu olasiligini verilerden hareketle

tahmin etmemiz gerekir. Boyle bir model bulduktan sonra en yiiksek olasilikli sinif secilebilir.

o Kosullu olasilik dagiliminin kestiriminde kullanilabilecek bir yontem K-en yakin komsu (K-
Nearest Neighbor, KNN) yontemidir.

« KNN yonteminde zg test noktasina egitim verisinde en yakin K nokta belirlenir. Daha sonra bu

K nokta i¢inde en fazla sikliga sahip olan gruba atama yapilir.
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Notlar: K = 3 icin (bkz. soldaki grafik) x noktasina en yakin degerler i¢inde en fazla sikliga sahip

olan mavi gruptur. KNN karar sinir1 sag tarafta gosterilmistir. (Kaynak: James et al., Figure 2.14,

S40) 36/40



Asir1t uyum tehlikesi

KNN smiflandiricisinda K parametresi modelin performansini onemli dl¢iide etkiler.

K arttikca komsuluk i¢ine giren nokta sayisi artar ve model daha az esnek hale gelir.

K azaldik¢ca modelin esnekligi artar.

Ornek olarak K = 1 ve K = 100 durumlarini ele alalim.
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KNN'de Asirt uyum

(Kaynak: James et al., Figure 2.16, s.41) 38 /40



KNN Egitim ve Test Hata Oranlari
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Not: Kesikli siyah ¢izgi Bayes hata oranmidir (veriler simiilasyonla iiretildigi i¢in biliniyor) (Kaynak:

James et al., Figure 2.17, s.42) /
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Makine Ogrenmesinde Hata Davranist

Viksek Sapma Diisik Sapma e Model karmasiklig: arttikca egitim
Dﬁiﬁf(_\_]a_‘r_yfms YUksekvalfns verisindeki kestirim hatasi azalmaya
devam eder.
g
§ /TeSt vers! e Model karmasiklig1 arttikca test
E verisindeki kestirim hatasi bir noktaya
i / y kadar azalir, daha sonra artmaya baslar.
itim verisi
] Sapma diisiik olsa da varyans ¢ok
Dtk Modelin karmastklig Yiiksek yiiksektir (asir1 uyum)

o Test kestirim hatasinin en diisiik oldugu
model i¢in sapma ve varyans optimal

diizeydedir.
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